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R´esum´e

La segmentation des images m´edicales constitue une ´etape essentielle dans de nombreux actes cliniques, notamment en oncologie et en radioth´erapie. Cependant, sa r´ealisation manuelle reste fastidieuse, sujette `a des variations entre praticiens, et difficile `a reproduire avec pr´ecision. Ce m´emoire s’inscrit dans une d´emarche visant `a automatiser ce processus grˆace aux avanc´ees de l’apprentissage profond. Nous avons
´etudi´e et mis en œuvre le mod`ele TransUNet, reconnu pour sa capacit´e a` combiner les forces des r´eseaux convolutifs et des transformers dans des tˆaches de segmentation. L’application de ce mod`ele `a des images micro-ultrasons de la prostate a permis d’en
´evaluer les performances a` travers des indicateurs robustes, tels que le coefficient de Dice et la distance de Hausdorff (HD). Les r´esultats obtenus Dice= 94% et la distance de Hausdorff= 1,960 confirment la fiabilit´e du mod`ele, qui parvient `a reproduire fid`element les contours de la prostate, tout en assurant une coh´erence spatiale et une bonne g´en´eralisation. Ce travail illustre concr`etement comment l’intelligence artificielle peut all´eger la charge des professionnels de sant´e et am´eliorer la qualit´e des diagnostics. Il ouvre ´egalement la voie a` des perspectives prometteuses, notamment l’´elargissement du champ d’application `a d’autres structures anatomiques et l’int´egration clinique de ces outils.

Mots-cl´es : Imagerie m´edicale, Segmentation automatique, Apprentissage profond (Deep Learning), TransUNet, SegNet, Micro-ultrasons, Prostate.
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Abstract
Medical image segmentation is a crucial step in many clinical procedures, particularly in oncology and radiotherapy. However, manual segmentation remains tedious, subject to inter-practitioner variability, and difficult to reproduce accurately. This thesis is part of an effort to automate this process through advances in deep learning. We studied and implemented the TransUNet model, known for its ability to combine the strengths of convolutional networks and transformers in segmentation tasks. Applying this model to micro-ultrasound images of the prostate allowed us to evaluate its performance using robust metrics, such as the Dice coefficient and the Hausdorff Distance (HD). The results obtained—Dice = 94% and Hausdorff Distance = 1.960—confirm the model’s reliability, as it successfully reproduces the contours of the prostate while ensuring spatial consistency and good generalization. This work concretely illustrates how artificial intelligence (AI) can reduce the workload of healthcare professionals and improve diagnostic quality. It also opens the door to promising prospects, notably the extension of its application to other anatomical structures and the clinical integration of such tools.
Keywords: Medical imaging, Automatic segmentation, Deep learning, TransUNet, SegNet, Micro- ultrasound, Prostate.

ملخص

تُعدّ عملية تقسيم الصور الطبية خطوة أساسية في العديد من الإجراءات السريرية، لا سيّما في مجالي الأورام والعلاج الإشعاعي. ومع ذلك، فإن تنفيذها يدويًا لا يزال أمرًا مرهقًا، ويخضع لاختلافات بين الممارسين، ويصعب إعادة إنتاجه بدقة. يندرج هذا البحث ضمن مقاربة تهدف إلى أتمتة هذه العملية اعتمادًا على التقدّم في تقنيات التعلّم العميق.لقد قمنا بدراسة وتنفيذ نموذج TransUNet ، المعروف بقدرته على الجمع بين مزايا الشبكات الالتفافية (CNN)
والمحوّلات(Transformers)  في مهام التقسيم. وقد تم تطبيق هذا النموذج على صور ميكرو-موجات فوق صوتية
للبروستات، مما أتاح لنا تقييم أدائه باستخدام مؤشرات قوية مثل معامل Dice ومسافة (HD) Hausdorff ، النتائج
المحصّل عليها %94 = Dice و 1.960 = Hausdorff تؤكد موثوقية النموذج، إذ تمكّن من إعادة إنتاج حدود
البروستات بدقة، مع الحفاظ على التناسق المكاني وقدرة جيدة على التعميم .يُبرز هذا العمل بشكل ملموس كيف يمكن للذكاء الاصطناعي أن يُخفّف العبء عن المهنيين الصحيين ويُحسّن جودة التشخيص. كما يفتح المجال أمام آفاق واعدة، من بينها توسيع نطاق الاستخدام ليشمل بنى تشريحية أخرى، ودمج هذه الأدوات بشكل فعّال في السياق السريري.
الكلمات المفتاحية :التصوير الطبي، التقسيم التلقائي، التعلّم العميق، TransUNet، SegNet، الميكرو-موجات فوق الصوتية، البروستات.
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