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This thesis investigates the use of deep learning techniques with 3D architectures to enhance the segmentation accuracy of organs at risk (OARs) in head and neck cancer radiotherapy. The study focuses on the implementation of two models, 3D U-Net and 3D TransUNet, applied to CT images from the Head and Neck dataset and the MICCAI Head and Neck Challenge dataset.
The objective is to evaluate the effectiveness of incorporating 3D spatial context and transformer-based modules in segmenting critical anatomical structures such as the brainstem, mandible, and parotid glands. Additionally, the impact of dataset generalization is assessed by comparing models trained on a single dataset versus a combined dataset approach.
The results demonstrate that 3D architectures outperform their 2D counterparts and the benchmark method from the literature (3D TransSeg) across most target structures. The 3D TransUNet achieved Dice scores of 91.57 for the mandible, 84.24 for the brainstem, and
84.75 for the left parotid gland. When trained on the combined dataset, the performance improved further for the brainstem, with the Dice score increasing from 82.97 to 84.39 using 3D U-Net, and from 84.24 to 86.55 using 3D TransUNet.
These findings highlight the advantages of transformer-enhanced 3D architectures and the use of diverse training data in improving segmentation performance. The results support the integration of 3D TransUNet into clinical radiotherapy workflows for accurate and reliable OAR delineation.
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[bookmark: Résumé]Résumé
Ce mémoire porte sur l’application de méthodes d’apprentissage profond utilisant des architectures 3D afin d’améliorer la précision de la segmentation des organes à risque (OAR) dans le cadre de la radiothérapie du cancer de la tête et du cou. Deux modèles ont été implémentés : le 3D U-Net et le 3D TransUNet, appliqués à des images CT issues du dataset Head and Neck ainsi que du défi MICCAI Head and Neck.
L’objectif est d’évaluer l’efficacité de l’intégration du contexte spatial 3D et des modules basés sur les transformeurs pour la segmentation d’organes critiques tels que le tronc cérébral, la mandibule et la glande parotide. L’étude examine également l’impact de la généralisation en comparant les performances des modèles entraînés sur un seul jeu de données et sur un jeu combiné.
Les résultats montrent que les architectures 3D surpassent leurs équivalents 2D ainsi que le modèle de référence issu de la littérature (3D TransSeg) sur la majorité des structures cibles. Le 3D TransUNet a obtenu des scores de Dice de 91,57 pour la mandibule, 84,24 pour le tronc cérébral et 84,75 pour la parotide gauche. En combinant les deux jeux de données, une amélioration des performances a été observée pour le tronc cérébral, avec un score de Dice passant de 82,97 à 84,39 pour le 3D U-Net, et de 84,24 à 86,55 pour le 3D TransUNet.
Ces résultats mettent en évidence les avantages des architectures 3D intégrant des transformeurs et l’utilisation de données multi-sources pour améliorer la segmentation. Ils soutiennent l’intégration potentielle du 3D TransUNet dans les flux cliniques de radiothérapie pour une délinéation précise et fiable des OAR.

ملخص المذكرة
تتناول هذه المذكرة تطبيق تقنيات التعلم العميق باستخدام هياكل ثلاثية الأبعاد بهدف تحسين دقة تقطيع الأعضاء الحساسة (OARs) في سياق العلاج الإشعاعي لسرطان الرأس والعنق. تم تنفيذ نموذجين، U-Net 3D و 3DTransUNet
وتم تطبيقهما على صور الأشعة المقطعية المأخوذة من قاعدة بيانات Neck and Head ومن تحدي .MICCAI Head and Neck 
يهدف هذا العمل إلى تقييم فعالية إدماج السياق المكاني الثلاثي الأبعاد والوحدات المعتمدة على المحولات في تقطيع الأعضاء الحيوية مثل جذع الدماغ، الفك السفلي، والغدة النكفية. كما تدرس هذه المذكرة تأثير التعميم من خلال مقارنة أداء النماذج المُدرّبة على مجموعة بيانات واحدة مقابل مجموعة بيانات مدمجة.
أظهرت النتائج أن النماذج ثلاثية الأبعاد تتفوق على نظيراتها ثنائية الأبعاد وكذلك على النموذج المرجعي في الأدبيات في غالبية الأعضاء المُستهدفة، وقد حقق نموذج نتائج بلغت 91.57 للفك السفلي، و84.24 لجذع الدماغ، و84.75 للغدة النكفية اليسرى. كما لوحظ تحسّن في أداء النموذج عند استخدام مجموعة البيانات المدمجة، حيث ارتفعت نتيجة جذع الدماغ من 82.97 إلى 84.39 ومن 84.24 إلى 86.55 باستخدام .TransUNet
تبرز هذه النتائج فوائد استخدام هياكل ثلاثية الأبعاد مدمجة بالمحولات، إضافة إلى البيانات متعددة المصادر، في تحسين دقة التقطيع. كما تدعم إمكانية دمج النموذج في مسارات العمل السريرية للعلاج الإشعاعي من أجل تحديد دقيق وموثوق للأعضاء الحساسة.
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